Exact inference
In polytree Bayesian networks



Outline

e Scenarios using (elementary) probabilistic inference
e Reminder: logical vs probabilistic inference
e Hardness of exact probabilistic inference

e Methods for probabilistic inference
— Exact, stochastic, mixed

e EXxact inference in polytrees



Inference tasks

E=e¢e)
Gauge =empty, Lights =on, Starts = false)

Simple queries: compute posterior marginal P(.\;
eg., P(NoGas

Conjunctive queries: P(X;, \;|E=¢) = P(X;|E=¢)P(X;|X;. E=¢)

Optimal decisions: decision networks include utility information;
probabilistic inference required for P(outcome|action, evidence)

Value of information: which evidence to seek next?

Sensitivity analysis: which probability values are most critical?
Explanation: why do | need a new starter motor?

Causal inference: what is the effect of an intervention?

Counterfactual inference: what would have been the effect of a hy-
pothetical /imagery past intervention&observation?

AIMA



Kovetkeztetés valosziniuségi halokban
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Logic in general

are formal languages for representing
information such that conclusions can be
drawn

defines the sentences in the
language

define the "meaning" of
sentences;



Propositional logic: syntax

* Propositional logic is the simplest logic

* The proposition symbols P,, P, etc are sentences

If S is a sentence, —S is a sentence | )
* IfS;and S, are sentences, S; A S, is a sentence (
* If S; and S, are sentences, S; v S, is a sentence (
* If S;and S, are sentences, S; = S, is a sentence (
* If S; and S, are sentences, S; < S, is a sentence (



Propositional logic: semantics

Assuming that true/false values are specified for each proposition symbol

E.g. Py, P, P31
false true false

Rules (truth tables) for evaluatingmeaning (truth):

—S is true iff Sis false

S{AS, istrueiff Sjistrue S, istrue
S;VvS, istrueiff Sjistrue S, istrue
S, =S, istrueiff S, isfalse S, istrue
i.e., is false iff S; is true S, is false

S; &S, istrueiff S;=S,is true S,=S,is true



On proof: syntactic inference

KB |—ia = sentence a can be derived from KB by procedure i

e (Syntactic) Inference methods

Legitimate (sound) generation of new sentences from old

) = a sequence of inference rule applications
Can use inference rules as operatorsin a standard search
algorithm
* E.g. Modus Ponens, Modus Tollens, resolution

* Typically require transformation of sentences into a , e.g.into
Conjunctive Normal Form (CNF)



On truth: entailment

means that one thing follows from
another:

KB [ a

* Knowledge base KB entails sentence a if and only if
a is true in all worlds where KB is true.



Models

Logicians typically think in terms of , which are formally structured
worlds with respect to which truth can be evaluated
We saym a sentence a if ais true in m

M(a) is the set of all models of a

Then KB [a iff M(KB) = M(a)




Inference methods in logic

KB |—ia = sentence a can be derived from KB by procedure i

* Inference methods divide into (roughly) two kinds:

Legitimate (sound) generation of new sentences from old

. = a sequence of inference rule applications
Can use inference rules as operatorsin a standard search
algorithm

* E.g. Modus Ponens, Modus Tollens, resolution

* Typically require transformation of sentences into a , e.g.into
Conjunctive Normal Form (CNF)

truth table enumeration (alwaysexponentialin n)
improved backtracking, e.g., Davis--Putnam-Logemann-Loveland
* heuristicsearch in model space (sound but incomplete)
e.g., min-conflicts-like hill-climbingalgorithms



On truth and proof: |=?? |—

.1 is sound if whenever KB |—i a, it is also true that
KB F a

:iis complete if whenever KB |=OL, it is also
true that KB |—i a



Inference in probabilistic logic

» Marginalization
- “summing/integrating out”
- “averaging out”

Start with the joint probability distribution:

» For any proposition ¢, sum the atomic events
where it is true: P(p) = X, g P(W)



Classical vs probabilistic logic:
truth and beliefs

Py P3 KB pKB P(o=true|KB)
.01 A
12 2
.35 3

w4 4 4 4 m 4 M 4 a

4 4 4 4 m m M
4 4 m m 4 4 T T
4 m 4 m 4 m 4
T T — T T T — Ti




Inference by enumeration

Let X be all the variables. Typically, we want the posterior joint
distribution of the query variables Y given specific values e for the
evidence variables E.

Let the hidden variables be H = X — Y — E.

Then the required summation of joint entries is done by summing out
the hidden variables:

P(Y[E=e)=aP(Y.E=e)=a2,P(Y.E=e,H=h)
The terms in the summation are joint entries!

Obvious problems:
1) Worst-case time complexity O(d") where d is the largest arity
2) Space complexity O(d") to store the joint distribution
3) How to find the numbers for O(d") entries???



Inference by enumeration:
goal oriented

Slightly intelligent way to sum out variables from the joint without
actually constructing its explicit representation

Simple query on the burglary network:

P(B|j, m) /@
=P(B,j5,m)/P(j,m)

— rle'B } m) ﬁ
=3¢ -_.( _.ﬁ P(B,e,a,j,m) @ @

Rewrite full joint entries using product of CPT entries:
PI"'B\,J m)

= a 2, 2y P(B)P(e) )P (a|B,e)P(jla)P(m|a)

= aP(B) D P(e) > P(a|B.e)P(jla)P(m|a)

Recursive depth-first enumeration: (J(7) space, O(d") time



Complexity of exact inference

Singly connected networks (or polytrees):
— any two nodes are connected by at most one (undirected) path
— time and space cost of exact inference O(d"n)

Multiply connected networks:
— can reduce 3SAT to exact inference: 0<p(AND)? = NP-hard
— equivalent to counting 3SAT models = #P-complete

1. AvBvEC
2. CvDv A
3. BvCv ™D




Egy algoritmus lekérdezések megvalaszolasara
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Feltételes flggetlensegi relaciok valészinliségi halokban

Feltételes fliggetlenseég valtozok kozott:

kevesebb feltétel, egyszeriibb kifejezeés

Feltételes figgetlensag hald reszek kozott

kovetkeztetésnél
kevesebb keresés
kevesebb érték
egyszerubb kifejezések



Irany-fuggo-elvalasztas vagy d-elvalasztas

Minden egy X-beli csomodponttol egy Y-beli csomopontba
vezetd iranyitatlan Gt E altal d-elvalasztott,
akkor X és Y feltételesen fliggetlen felteve E-t.
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Irany-fuggo-elvalasztas vagy d-elvalasztas

Ha minden egy X-beli csomoponttol egy Y-beli csomodpontba
vezetb iranyitatlan Gt E altal d-elvalasztott, akkor X és Y

feltetelesen fliggetlen felteve E-t.
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Irany-fuggo-elvalasztas vagy d-elvalasztas

Ha minden egy X-beli csomoponttol egy Y-beli csomodpontba
vezetb iranyitatlan Gt E altal d-elvalasztott, akkor X és Y

feltetelesen fliggetlen felteve E-t.
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Irany-fuggo-elvalasztas vagy d-elvalasztas

Ha minden egy X-beli csomoponttol egy Y-beli csomodpontba
vezetb iranyitatlan Gt E altal d-elvalasztott, akkor X és Y

feltetelesen fliggetlen felteve E-t.
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Altalanos helyzet — egyszeresen 6sszekotott
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Egy algoritmus lekérdezések megvalaszolasara
egyszeresen 0sszekOtott:
a dobozok kulonalloak és nincsen kozottik tobbszords
dsszekottetés

feltételesen fliggetlenek!

X a lekérdezéses valtozo6

E a tény valtozok halmaza

a cel a P(X | E) kiszamitasa
Emlékezteto. kOvetkeztetes Rejtett
Markov Modellekben



Egy algoritmus lekérdezések megvalaszolasara

E + az X okozati halmaza —az X ,feletti” téenyvaltozok,
X  az X-hez az X szilein keresztll kapcsolodnak.

E — az Xtényhalmaza —az X ,alatti” tényvaltozok,
X az X-hez az X gyermekein keresztul kapcsoldédnak.

P(X|E) = P(X|E; ,Ey).

E az Ui-hoz kapcsolodd 6sszes tényhalmaz,
U;\X kivéve az X-en keresztiil csatlakozok.

E+Yi \X atenyek azon halmaza, amik Y;-hez Y; sztilein
keresztll kapcsolodnak, kivéve az X-en
keresztill csatlakozokat



P(X | E) kiszamitasa — altalanos stratégia:

Fejezziik ki P(X | E)-tfelbontva az Ey és E
hozzajarulasanak megfelel6en.

Szamitsuk ki E y hozzajarulasat ket lepesben.

ElGszor EX hatasa X szuleire, majd ennek hatasa
X-re.

Az X szlleire gyakorolt hatas: ugyanaz a problema rekurzive,
mint a7z X-re avakorolt hatic



P(X | E) kiszamitasa — altalanos stratégia:

Fejezziik ki P(X | E)-tfelbontva az Ey és E
hozzajarulasanak megfelel6en.

Szamitsuk Ki EX hozzajarulasat két lepésben.
El6szor EX hatasa X gyermekeire, majd ennek hatasa X-
re.

Az X gyermekeire gyakorolt hatas: ugyanaz a probléma
rekiirzive mint a7 X-re avakorolt hatis
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A teljes E tényhalmaz: X feletti es X alatti tények,
X nem E-beli

P(X|E) = P(X|Ey ,Ex).

Az E;E és E>_( hozzajarulasanak szétvalasztasa:
Bayes-szabaly feltételes verzigja, EX rogzitett
hattéerbizonyiték
— + +
P(Ex|X/Ex)P(X[E})
— 4+ )
P(EX|Ex)

P(X|Ex,Ex) =



_I_ —
X d-elvalasztja EX -et és EX -et a haldban,
feltételes flggetlenseg!!!!
— _|_ . —
P(Ex|X Ey) = P(Ex|X)
_ +
Az P(EX ‘E x) normalizalasra szolgald _konstans:

P(Ex|X,Ex)P(X|E%)
P(EX|EY)

P(X|Ex.Ex) =

P(X|E)=a P(E,|X)P(X|E.)



P()( ‘ E+ ) -et megkaphatjuk, ha a sziil6k 6sszes
X lehetséges konfiguracioja esetéen szamba
vesszilk mennyire valésziniiek, ha E;E adott.

Ha minden konfiguracio adott,
X valoszinldsége: FVT-bol
valoszinlségeket atlagoljuk az egyes konfiguraciok
valdszinlségével sulyozva.

Legyen U az Ul, ..., Un szuldk vektora, és legyen u egy
hozzajuk rendelt érték (szulbi feltétel):

P(X|ES) = > P(X|u,Ex)P(U|Ey ).



U d-elvalasztia X-etés [ET  -et, igy az elsé tényezé:
y ay y

P(X|u, Ex) = P(X|u)

Tovabba, egyszeres 0Osszekotottseg miatt az Ui-k  d-

elvalasztottak egymastol, ezért” fliggetlen valdszinlségi
valtozok egyuttes valdsziniisége az egyes valtozok
valdszinlsegeinek szorzata:;

P(X|Ey) =Y. P(X|u,Ex)P(U|EL).

P(X|Ex) = X P(XJu)[ TP(u|E).



Az utolso lepés, hogy felbontsuk
_|_
EX -t EU A\ X részekre

(az abra kiulonallé dobozai), és kihasznaljuk ezt

EUi \ X d-elvalasztott a tobbi E X -beli tenytol.

Ez alapjan

P(X|Ex) = ZP(X|U)HP(U ‘Ex) //\//

P(X\Ex) ZP(X\U)HP(U By x)s



amit visszairva a korabbi egyenletiinkbe:

P(X|E) = & P(Ex|X)ZP(X|)[TP(Ui[E, \)-

Kezd alakulni: P(X|u) egy bejegyzes X FVT-jaban

P, ‘Eu.\x ) egy rekurziv megjelenése az eredeti
| problémanak, ami P(X|E)
kiszamitasa volt

A rekurziv hivasban szerepl6 tényvaltozok elemei az

eredeti hivasban szereplének (de kevesebb) — egy jo jel,
hooyy a7 alanritmiice le foa Allni



P(E;( ‘X) szintén egy rekurziv megoldas kell!
X gyermekei, az Yi-k, értekei alapjan atlagolunk,
de szintén figyelembe kell vennlink az Yi szlleit.

Legyenek Zi-k az Yi-k szileit, X-et leszamitva, és jeldlje zi a
hozz4juk rendelt értékeket.

A tények az Yi-khez tartozé dobozokban feltételesen
flggetlenek, ha X adott:

P(Ex|X) =T 1P(Ey\x|X).



Atlagolva Yi és zi felett ( P(A) = =, P(A | ok,) P(ok,) ):

P(Ex|X) = HZZP(E\G\X‘X1yi ,Z)P(Y;,z|X).
LY 4

EYi\X

Felbontva fluggetlenre:

E_Yi E+Yi \ X

P(Ex|X) = T2 2 P(E X, ¥, Z)P(Ev x| X, %, 2 ) P(;, Z | X).
L Yi 2



E "~y fuggetlen X-tdl és zi-tdl,
' hayi adott

E+Y- 'y fluggetlen X-tél és vyi-tél,
! ha zi adott.

P(Ex|X) = T2 X P(Ey [X.¥,Z)P(E}\x|X, ¥, 2)P(Yi, 2| X).
LY Zj

P(Ex|X) = TTXP(Ey Ivi)) 2 P(ES x|z )P(Y;, i X).
LY Zj

A zi 0sszegzesbdl kiemelhetunk egy tényez6t,
amiben nem szerepel zi



Most jOn a Bayes-szabaly:

P(Ex|X) = HZP(EY|y|)ZP(EY\X|Z P(Y;, z;| X).
Y

P(z|Ey \ )P(Ey\x)
PEX) =TTXPE )X d Y'F\,?Z_) 2Py zX).
Y |




Bontva zi-t és Yi-t ( P(AB) = P(A|B) P(B) ):

P(z |ES ) P(Ev\x)
P(EX) = TTZP(E %)X “ ey Pz
Y [

P(z|E?, \ )P(Ev %)
P =TTZP(E %)X ' ey POIXz)P@ )
Y i




P(zi | X) = P(zi), mivel Z és X d-elvalasztottak, igy
egyszerdsithetunk veluk.

Tovabba bevezethetiink egy Bi normalizacios allandot:

P(z|ES, \ JP(Ey \x)
P(Ex|x) = HZP(EYW.)z ErndP G P(yi|x,zi>%<<)-

el

P(Ex|X) =TTX P(Ey ly, )Zﬂ P(z|E¥\x)P(¥X.2)).

| Y



Yi sztlei (Zij-vel jeldlve) flggetlenek egymastol
egyuttes valdszinliséguk felbonthato szorzatukra

i -ket 0sszevonhatjuk egyetlen g normalizacios allandoba

PEXP) = TTXP(Ey[y)XA P(zi|E¥ \x)P(iIX,2)).

P(EX‘X) ,BHZP(EY\Y)ZP(Y.\XJ.)HP(ZU\EZ \Y)'

Y



P(Ex|X) = BI12P(Ey, |y, )2 P(yi| X, )] [P(z; ‘Ezij v )
LY Zj J

A kapott kifejezés mindegyik tényezdje konnyeden
kiertekelheto.

. egy rekurziv megjelenése P(E;(‘X) ‘nek.

. az Yi feltételes valoszinGségi tablajaban egy
bejegyzes.

. egy rekurziv megjelenése a P(X | E)

kiszamitasanak —
azaz P(X | Ey)-nek.



A szamitas rekurziv hivasokbdl all, amik X-bdl indulva
haladnak a haloban minden lehetséges uton.

A rekurzio leall a:
tenycsomopontokon,
gydkercsomopontokon (szulé nélkuli csomopont) és
levélcsomopontokon (gyermek nélkuli csomapont).

Minden rekurziv hivas kizarja azt a csomdpontot ahonnan
hivtak, igy a fa minden csomopontjat pontosan egyszer
érintjuk.

Az algoritmus linearis a haldo csomopontjainak szamaban.

Emlékezhetliink azonban, hogy ez csak azert lehetseges,
mert a halo fa graf.



Kovetkeztetés tobbszordosen 6sszekotott haldkban

Osszevonos eljarasok:
atalakitjak a halot egy valoszinlUsegek szempontjabol
ekvivalens (de mas topologiaju) fa graffa, a nem
megfeleld csomopontokat 0sszevonva.

Sztochasztikus szimulacios eljarasok:
a targytartomany nagyon nagy szamu konkrét modelljét
generaljak le, ami konzisztens a valoszinldsegi halo altal
definialt eloszlassal. Ez alapjan az egzakt eredmeények
kOzelitését adjak.



