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Tanul6 agensek Készitette: Valyon Jozsef (jvalvon@mit.bme.hu)

1 Kovetelmények

* A laborgyakorlat teljesitésére 4 dranyi tiszta munkaid6 all rendelkezésre.

* Idore torténd, maradéktalan teljesitéshez a mérési segédlet hianytalan ismeretét feltételezziik.

* A sikeres teljesitéshez a gyakorlat soran végzett munka — a futdsi eredményeket is beleértve —
jegyzokonyv formajaban torténd dokumentacidja és hataridore torténd leadasa sziikséges.

JEGYZOKONYV:

A jegyzOkonyvnek — a megoldok nevén, neptun-koédjan, és e-mail cimén kivill — a kovetkezdket kell
tartalmaznia minden egves részfeladatra vonatkozoan:

*  KI-MIT oldott meg (feladat felosztasa és értelmezése).

*  HOGYAN oldottak meg (megoldas menetének leirasa).

«  MIERT ugy oldottdk meg (valasztott megoldas indoklasa).

« EREDMENYEK &sszefoglalasa (értelmezés, értékelés, screenshot-ok, magyarazat).

LEADAS:

A jegyzdékonyvet (PDF forméatumban), és a forraskddokat (azaz a \ j ade\ src\ ni | ab\ | ab06_konyvtar
teljes tartalmat ZIP-be csomagolva) legkésdbb a laborgyakorlati héten e-mail-ben,
fajlként csatolva kell a dkovacs@mit.bme.hu cimre elkiildeni. A levél subject mezejében ,,[ | RL SVM ”
szerepeljen (idézojelek nélkiil), mig a levél szovege rendre a megoldok neve és neptunkodja legyen.
Tobb megoldd esetén csak egyetlen alkalommal, az egyik megolddnak kell elkiildenie a megoldast,
amit a tobbieknek is CC-ézzen.
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2 Bevezetés

A laborgyakorlaton most tanuld agensek ¢Epitése lesz a feladat, amelyeknek egy fliggvény
approximacidés, és egy osztalyozadsi problémat kell megoldaniuk egy specidlis fajta Neuralis
Halozattal, a Szupport Vektor Géppel (Support Vector Machine — SVM). Az aldbbiakban
Osszefoglaljuk az SVM-el és annak gyakorlati alkalmazasaval kapcsolatos legfontosabb tudnivalokat.
A témarol részletesebb leiras talalhatd az alabbi konyvben [1]:

Altrichter Marta, Horvath Gabor, Pataki Béla, Strausz Gyoérgy, Takacs Gabor, Valyon Jézsef, ,Neuralis
halézatok”, Panem, 2006. (6. fejezet)

Az élet szdmos teriiletén taldlkozunk olyan komplex rendszerekkel, melyek mikddése, jellemzoi,
belsé Osszefliggései nem ismertek. Ilyen problémakkal talalkozhatunk példaul az orvosi diagnosztika,
az ipari és a gazdasagi folyamatok teriiletén. Ezen rendszerek mukodése soran azonban altaldban
rengeteg bemeneti €s kimeneti adat gytijthetd, melyek feldolgozasaval informacidkat nyerhetiink, vagy
megalkothatjuk a rendszer modelljét. Ezt fekete doboz (black-box), illetve ha valamennyire ismert a
rendszer, ,,sziirke doboz” modellezésnek nevezziik.

x, OR?” X

Ll ngs

BN

iys iys
y;OR f(x)

Kol y=rx

1. abra: A fekete doboz modellezés.

A modellezés eszkozei kozott megtalaljuk a gépi tanulast, kiilonféle ,,soft computing” technikakat és
ezen bellll a neurdlis halozatokat is [1], [2]. A neuralis hal6zatok tobbek kozott altalanos eszkozt
adnak a (nemlinedris) regresszids feladat megoldasara. A mérés soran ezek egy specialis fajtajaval a
Szupport Vektor Gépekkel (SVM) foglalkozunk [3][4], melyek a gépek rejtett rétegében elhelyezkedd
neuronjaiban talalhato bazisfiiggvényekbdl allitjak el6 a kivant fiiggvényt. A Szupport Vektor Gépek
mukodésének lényege, hogy az eredeti megfogalmazasdban még komplex nemlinearis megoldast
igényl6 feladatot, azaz a feladatbdl szarmazo mintdkat, nemlinearis transzformaciok segitségével egy a

e

megoldhat6. Ehhez a leképezéshez a specialisan szarmaztatott K (x,,x j) magfliggvényt alkalmazza
(1asd késobb).

2. abra: A nemlinesris leképezés, a probléma linearizilasa.

A modszer egyik legnagyobb eldnye, hogy egy garantdlt felsé korlatot ad az approximacio
altalanositasi hibajara. Egy masik fontos jellemzdje, hogy a tanulési algoritmus torekszik a modell
méretének minimalizalasara (ritka modellt alkot), ami a hiba rovasara torténik, de mértéke egy
paraméterrel szabalyozhat6 [9].
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A gyakorlatban a szupport vektor gépeket ritkan formalizaljak, mint neurdlis halézatot, ugyanakkor ez
az ¢értelmezés nagyon hasznos, mert egyszerlibb targyaldsmodot tesz lehetévé a hagyomanyos
matematikai megkozelitésénél. A szupport vektor gép pontosan megfeleltethetd egy egy rejtett rétegti
neuralis halozatnak. A rejtett réteg tipikusan nemlinearis neuronokat tartalmaz. Az Hiba! A
hivatkozasi forras nem taldlhaté6.dbra egy szupport vektor gépnek megfeleltethetd neurdlis halozatot
mutat be.

Bemeneti vektor(x)

Kernel fiiggvények

3. abra: A szupport vektor gépnek megfeleltetheté neuralis halézat.

A bemenet egy M-dimenzios vektor. A nemlinedris kernel fiiggvényeket a rejtett réteg neuronjai tartalmazzak.
Ezen neuronok szama megegyezik a szupport vektorok szamaval (P ). A halozat valasza (y) a rejtett réteg

neuronjai Kimenetének sulyozott 6sszege. Az @, sulyok a tanitds sordn kiszamitott Lagrange multiplikator

értékek. Ennek megfeleléen, minél kisebb a halozat, annal kevesebb szamitasra van sziikség a valasz
megadasahoz, igy a cél a lehetd legkisebb haldzat elérése.

A hagyomanyos SVM alkalmazasanak legnagyobb akadalya a modszer nagy algoritmikus
komplexitasa és a nagy memoriaigény, ami tipikusan a nagy adatmennyiség kezelését teszi
lehetetlenné. Ezen probléma megoldasara szamos megoldas sziiletett. Ezek az algoritmusok t6bbnyire
iterativ megoldasok, melyek a nagy optimalizalasi feladatot kisebb feladatok sorozatira bontjak. Az
egyes szeletelési ,,chunking” algoritmusok foként a feladat dekomponalas mddjaban — a részfeladatok
meghatarozasadban — kiilonboznek [5]-[7]. Egy ilyen megoldast valdsitja meg a mérésben is hasznalt
libsvm implementacio.

A fekete doboz modellezési problémak korében a két legéltalanosabb feladat a kovetkezd:

1. Fiiggvény approximacio (avagy regresszio)
2. Osztalyozas

Fiiggvény approximacio esetén a rendelkezésre allo adatok kozotti fliggvénykapcesolat elemzésére
van sziikség, azaz N adatbol all6 p-dimenzos mintakészlet esetén elemezhetd, hogy a valtozok egyike
(ez a rendszer kimenete, ami gyakran ismert) milyen fiiggvénykapcsolatban all a tobbi p-1 adattal
(vagy annak barmilyen részhalmazaval). Ebben az esetben a mintdk sorrendjének nem tulajdonitunk
jelentdséget, feltételezziik, hogy a rendszer statikus, azaz kimenete csak a pillanatnyi bemenettdl fiigg.

5_
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Az osztalyozas esetén a legegyszerlibb feladat a két osztdlyos szeparalds. Ebben az esetben a
mintahalmazban szereplé vektorokhoz egy-egy osztily cimke van rendelve. A modellezés feladata,
hogy a bemenet és az osztalycimke kozotti kapcsolatot megtalalja. Tulajdonképpen ez a feladat
felfoghato egy olyan fliggvény approximacios feladatnak mely az egyik osztalyba tartozé vektorokhoz
az egyik, a masikhoz a masik osztalycimkét (pl. +1,-1) rendeli.

Az alabbiakban bemutatjuk az SVM szarmaztatasat mind az osztalyozos, mind pedig a regresszids
esetre, majd pedig részletezziik a laborgyakorlat soran megoldand6 — ehhez kapcsolodé — feladatokat.
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3 Szupport Vektor Gépek

Az alabbiakban az SVM alapelveit, alapelemeit mutatjuk be gyakorlati megkozelitésben. A részletes
matematikai levezetéseket a mellékelt PDF tartalmazza.

3.1 Kernel fiiggvények

Ahogy korabban mar emlitettiik, nemlinearis transzformaciok alkalmazasaval az eredetileg komplex
nemlinearis problémak egyszeriibb linearis feladatra vezethetdk vissza. Ahhoz hogy linearis problémat kapjunk
a leképezésnek egy magasabb —esetenként akar végtelen— dimenzids térbe kell transzformalni a feladatot.
Ahogy azt majd késobb latni fogjuk, az SVM megfogalmazasabol eredd kernel triikkknek készonhetden nincs
sziikség a @(x) leképezés megadasara, sot a jellemzd tér is elkeriilhetd.

d(x) .

Kernel tér
(Kernel space)

Jellemzé6 tér
(Feature space

Probléma tér
(Primal space)

4. dbra: A nemlinedris leképezések az eredeti probléma tértdl a kernel térig.

A Mercer feltételek figyelembevételével levezethetd, hogy a kernel fiiggvény az n, dimenzids jellemzd
vektorok direkt szorzata:

K(x,,xj)= ¢,(T(x,)¢k(xj)=¢T(x,)¢(xj) 3.1)

Lathato, hogy kernel fiiggvény egy i,j tanitd minta paron értelmezett, igy a kernel értékekbdl rendszerint
egy kernel matrix keriil kialakitasra, ami tartalmazza az N tanitopont 6sszes kombinacidjat.

K(x!,xl) - K(x{,xl) - K(x]y,xl)
Q= K(x.x) - K(xpx) = K(xy.x,) (32)
K(Xl‘,XN) .. K(xl-',xN) .. K(XA;,XN)

A kernel matrix fontos jellemzdje, hogy egy N X N -es szimmetrikus matrix.

A mérés soran az egyik leggyakrabban hasznalt kernel fiiggvényt az RBF magfiiggvény hasznaljuk:
2 2

K(x, X, ) = exp{— ||x =X, || /U } ahol o konstans. (3.3)

Az SVM tehat 1ényegében az £ matrix altal reprezentalt kernel térben keres egy linearis megoldast.

3.2 Osztalyozas Szupport Vektor Géppel

A szupport vektor gépekkel torténd osztalyozas (pl. kétosztalyos szeparalas) alapgondolata, hogy a lehetséges
megoldasok koziil azt az elvalaszto feliiletet valassza ki, amely valamilyen értelemben optimalis. Ez az
optimum jelen esetben az a hipersik, amely a két osztaly kozott kozépen —azaz mindkét osztalytdl maximalis
tavolsagra — helyezkedik el.
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5. abra: A szeparalasi feladat néhany lehetséges, valamint az optimalis megoldasa.

A VC dimenzié minimalizalasaval bevezetett extra feltételnek kdszonhetéen a szupport vektor gép ugy
garantal jobb megoldast, mint a pusztan tanitopontok alapjan dolgozo eljarasok, hogy kdzben nem hasznal fel a
problémara jellemzd apriori informaciot.

A szupport vektor gépek ezt a megoldast a statisztikus tanulaselmélet eredményeire alapozva, a strukturalis
hiba minimalizalas felhasznalasaval érik el. A megoldas Iényege az a tény, hogy a modell altalanositasi hibajara
(azaz a tanitas soran nem hasznalt mintapontokra szamitott hiba) felsé korlatot ad a tanitépontokra szamitott
hiba és egy VC dimenzi6tdl (az SVM modell kapacitasatdl) fiiggd tag Gsszege.

min(Hiba + 1/C * Komplexitas)

6. abra: Az osztalyozasi hiba és a szeparalé feliilet komplexitasa kozotti kapcesolat.
Linearisan szeparalhat6 probléma esetén az els6 tag nulla (hiszen itt van megfeleld szeparalas), igy jo lathato,
hogy a masodik tag minimalizalasa adja a legjobb altalanositast. Ez megfelel a legnagyobb tavolsagot (margot)

jelentd megoldasnak.

A szupport vektor gép a megoldas soran kivalasztja a tanitd vektorok egy részhalmazat, amelyek a modell
alapjat adjak. Ezek a vektorok az ugynevezett szupport vektorok (tart6 vektorok).

3.3 Regresszio Szupport Vektor Géppel

Az osztalyozasra kidolgozott SVM altalanosithatd a regresszié esetére is. A fiiggvény approximacios
feladatok esetében azonban nem a tdvolsag maximalizalas fogalma. Ez sziikségessé tesz egy olyan értelmezést,
felirasara, ami lehet6vé teszi az SVM kiegészité feltételének (komplexitas) felhasznalasat ebben az
problémakorben is.

Fiiggvényapproximacids feladatnal az atlagos négyzetes hiba helyett az € érzéketlenségi savval rendelkezd
abszolutérték fliggvényt (e-insensitive loss function) alkalmazzak az eltérés mérésére.

Lg(y):{ 0 forlfeo-l<e

|f( X) —y| - egyébként G4
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a.) b.)
7. abra: Az & érzéketlenségi savval rendelkez6 abszolut érték fiiggvény alkalmazasa.

Az & érzéketlenségli veszteség fiiggvény felhasznalasaval tulajdonképpen az osztalyozasi esethez nagyon
hasonld probléma all eld. Azokra a mintakra, melyek az érzéketlenségi savon beliil esnek, a hiba értéke 0, mig a
kivill es6 pontok hibajat biintetjilk. Ez megfeleltethetd az osztalyozasi feladatnak, ahol a helyes osztalyozas
hibaja 0, mig biztonsagi savba esé vagy a rosszul osztalyozott pontokat pedig gyengité (&) valtozok
bevezetésével biintetjiik.

Az & érzéketlenségii veszteség fliggvény alkalmazasaval az osztalyozos problémahoz hasonld optimalizalasi
feladatra jutunk.

min(Hiba + 1/C * Komplexitas)
8. abra: Az approximacié hibaja és a szeparal¢ feliilet komplexitasa kozotti kapcesolat

3.4 Az SVM miikédése

A nemlineéris problémak linearis kezelésének kulcsa, hogy az eredeti feladatot egy olyan véges dimenzidju
térbe transzformaljuk ahol az mar linearisan megoldhat6. A szupport vektor gépek ezt kiegészitik azzal, hogy a
linearis megoldas kiszamitasahoz olyan mddszert adnak, ami alapjan a lehetséges megoldasok koziil, a legjobb
szamithato ki.

A kernel modszerekben alkalmazott nemlinearis transzformacid valdjaban két egymast kovetd transzformacio
eredménye. Az elsé transzformacio a tanitd adatokat egy magasabb —esetleg végtelen — dimenzids térbe
problémanak. A transzformaciok részleteit korabban mar bemutattuk, igy itt a miikodés mechanizmusanak
megértéséhez a kernel tér alabbi jellemzdit hangstlyozzuk:

* A kernel tér a jellemzo tér, illetve az ehhez tartozo leképezés konkrét ismerete nélkiil is elérheto.

* A kernel tér véges dimenzidju.

* A kernel fiiggvény és a kernel kdzéppontok (szupport vektorok) ismeretében minden bemeneti vektor
leképezhetd a kernel térbe.

A probléma a kernel térben mar linearis igy itt az SVM-nek megfeleld optimalis hipersikot kell meghatarozni.
Ez osztalyozas esetén megfelel a leképezet két ponthalmazt maximalis margdval elvalaszto feliiletnek,
regresszid esetén pedig a leképezett pontokra illesztett hipersiknak. A tanitasi Iépésnek tehat a hipersikot leird
egyenlet szabad paramétereit az a,-ket és a b-t kell meghatarozni.

—9_ _
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Amennyiben a szupport vektorok szama M , a kernel tér M +1 dimenzids, ahol M koordinatata K|x,,x j)
kernel leképezéssel szamitunk ki, mig a tovabbi egy dimenzi6 a kimenetnek felel meg. A keresett hipersik a
leképezett tanitd mintdk €és a hozzajuk tartozd kimenet kozotti Osszerendelést definialja. A miikodés

szemléltetéséhez a regresszios esetet mutatjuk be. A megtanitott SVM miikddését az 9. abra szemlélteti. Az
SVM modell eredményét leird

N
y(x)=sig{20’idiK(xi,x)+b} (3.5)

i=1

NS
(x)= ;(a,, —a' K (x.x,)+b (3.6)

egyenletek alapjan a miikodés a kovetkezd:

A vizsgalt x bemeneti vektort leképezziik a kernel térbe. Ez a szupport vektoroknak megfeleld szamu
K\x,,x j) kernel kiszamitasat jelenti.

Az eredmény a hipersik altal definialt pont a leképezéssel kapott pozicioban. Ennek kiszamitasa a hipersik
egyenletébol, azaz a modell eredményeként megadott sszefiiggésbdl konnyen szamithato.

4 output

K(X,Xz)

K(x,xl)

[
»

9. abra: A kernel térbeli linearis megoldas illusztracidja két bemeneti és egy kimeneti dimenzio esetén. A fekete
pontok a tanité mintikat illusztraljik, mig a fehér pont egy kiszamitand6 kimenetet illusztral.

y d, Approximaéciés hiba

a;K (x,,x5)
Sima approximacio

a,K(x,,x,)

aK(x;,x,)

Xl x2 )c3

10. abra: Az SVM regresszio mitkodése az eredeti (probléma) térben.

10— =
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Tanulé agensek

A regresszids feladat megoldasa soran az SVM megkonstrualt optimalis hipersik — amennyire lehetséges — jo
valaszt ad a tanitd pontokra azaz illeszkedik rajuk. A modell akkor miikodik megfeleléen, ha nem csak a
tanitopontokra, hanem késobb a teszteléshez hasznalt pontok esetén is a hipersikra esik a kimenet, vagy
masképpen a hipersik értéke jol kozeliti a valos kimenet értéket.
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4 Feladatok

Reqresszio

A regresszios feladatban 2 agens tipus szerepel. A tanar agensek
(m | ab. | ab05. t eacher Agent . Teacher Agent ), akik a sinc (x)=sin(x)/x fuggvényt (lasd.
11. é&bra) paraméterezhetben megadhatdé zajjal tudjak mintavételezni, valamint tanulé dgensek
(m | ab. | ab05. st udent Agent . St udent Agent ), akik a tanar agens(ek)tél kérdezik le a
figgvény értékeit €s ez alapjan (ha elegend6 informacid dsszegylt), approximaljak a fiiggvényt.

0.8

0.6

sin(x)/x
0.4

0.2

0.0

-0.2

11. abra: The normalizalt (kék) és nem normalizalt (piros) sinc fiiggvény a [—6m, 67| tartomanyon.

A miikodés soran a tanuld agens tetszéleges helyeken lekérdezi a tanitokat (azaz mintavételezi a —
tanitok altal ismert — fliggvényt), majd meghatarozza mely (paraméterben megadott szamu)
tanitomintdkat hasznalja fel a modell elkészitéséhez. A tanuld 4gens a tanitoktol kapott adatok alapjan
egy SVM modellt épit, ahol a helyes eredményhez meg kell hatarozni a megfelelé hiperparamétereket.
A tanul6 agens a kész modellt képes validalni, illetve a valds sinc(x)-hez képest ki tudja szamitani az
approximacio hibgjat. A tanitas utan a
\jade\src\m | ab\ | ab05\ Sanpl eFi | es\ si nc_t est .t xt fajlban szereplé6 mintapontokra
meghatarozza a modell valaszat, amit egy out put .t xt fajlba kiment. A sinc_test.txt
tulajdonképpen egyenletes eloszlasban tartalmaz bemeneti mintapontokat a [-10,+10] tartoméanybol,
amelyekre a modellel kiszamitando6 a kimenet (ez keriil az out put . t xt fajlba). Ezen kimeneti fajl
segitségével az SVM modell eredménye Excel-ben megtekinthetd, abrazolhatd. Az abrazolas menete a
kovetkezd:
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[

Az out put . t xt fajl megnyitasa Excel-ben (File =2 Open 2 All files...),

. a kimeneti oszlop kijelolése,

¢és Li ne grafikon abrazolasa (Insert = Line).
(Sziikség esetén a bemeneti pontok — a Si nc_t est . t xt -ben szerepld adatsor — a kimenet
mellé mésolhatd, hogy a grafikon precizebb legyen.)

A Teacher Agent inditaskor egy paramétert (egy valds szamot) var, ami aranyos a sinc(x)-re adott
Gauss zaj] mértékével (0 a zajmentes eset, mig a 0.3 érték mar egy elég zajos mintat eredményez). Itt

tulajdonképpen azt lehet megadni, hogy az egyes tanarok mennyire pontosan, illetve pontatlanul
ismerik a megtanuland6 fiiggvényt.

A St udent Agent egyetlen inditasi paramétere a tanulashoz sziikséges mintdk/mintapontok szédma,
azaz hogy hanyszor, hany helyen fogja a didk lekérdezni a tanarok 4ltal ismert fliggvényt.

1.

Probalja ki a miikodést zajmentes esetben, mikdzben az agensek kozti tizenetvaltast figyelje
meg a Sni ffer agenssel. Végiil ellendrizze az out put .t xt -bdl Excel segitségével a
megtanult figgvény alakjat. Megjegyzés: ebben az esetben a tandrok pontos valaszt adnak a
lekérdezett mintapontokban, igy megfeleld szamu és eloszlasu minta — pl. néhdany 100
egyenletes eloszlds szerint vett minta — alapjdan, megfeleld hiperparaméterek (ez a kdédban
dllithatd) esetén a sinc(x) fiiggvény nagyon jol, pontosan megtanulhato.

Novelje a zajt, valamint a mintapontok szamat, illetve hangolja (kézzel) a hiperparamétereket és
értékelje az eredményeket. Ellendrizze az out put . t Xt -bol Excel segitségével a megtanult
fliggvény alakjat.

frja 4t a Teacher Agent &gens kodjat ugy, hogy esetenként (kb. 100-bol egyszer) nagy hibat
(outliert) adjon vissza. Ertékelje ismét a miikodést. Ellendrizze az out put . t xt -b6l Excel
segitségével a megtanult fiiggvény alakjat.

Amennyiben maradt még ideje, szorgalmi feladatként oldja meg a kovetkezodket (legfeljebb +1 jegy):

4.

Inditson el tobb Teacher Agent agenst, kiilonb6z6 zaj paraméterekkel, és modositsa a
St udent Agent agens kodjat ugy, hogy ki tudja valasztani, hogy mely Teacher Agent
tanitopontjaibol tanul. A kivalasztast javasolt az alabbi mddszerek egyikével megtenni.

a. Kevésbé realisztikus megoldas: a St udent Agent agens a sinc(x) fiiggvényt 20
pontban ismerheti (pl. [-10,10] tartomany egész pontjain) €s ennek fényében valasztja
ki a legjobb tanart. Itt a legegyszerlibb, ha az ismert pontokban lekérdezi az egyes
tanitokat (tobbszor is, hiszen a random zajnak csak a szordsat allitottuk be), és azt
valasztja, amelyik a legpontosabb vélaszokat adja.

b. Realisztikusabb megoldas: a St udent Agent agens ugyanazon pontban tobbszor is
lekérdezi ugyanazon tanitot, és ennek alapjan szamitja ki a zaj szérasat. Ezt minden
tanitoval megismételve kivalaszthatd a legpontosabban valaszold, ,,legmagabiztosabb”
tanito. Megj.. feltételezziik, hogy a tanitok helyesen tudjdk a megtanulando fiiggvényt.
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Osztalyozas
A feladatban 2 fajta  4gens  kommunikdl  egymassal: a  kamera agens
(m | ab. | ab05. webcamAgent . WebcamAgent ), és az osztalyozo agens

(m | ab. | ab05. cl assi fi er Agent. C assi fi er Agent). A WebcamAgent egy vektorizalt
képet kiild az osztalyoz6 Cl assi f i er Agent agensnek, amely ennek alapjan tanul, és osztalyozza a
kapott mintakat.

Két részfeladat lesz:

a) +/— osztalyozas,
b) vidam/szomoriu smiley osztalyozas.

1. tablazat: a mintahalmaz elemei.

a.) | b.)
+ @ - | = A
A tanitashoz t6bb tanito készlet all rendelkezésre, ami fajlbol olvashato be (elore elkészitett mintak a

\'jade\src\m | ab\ | ab05\ Sanpl eFi | es konyvtarban), illetve ezek utan valds kamerakép
alapjan is megvizsgalhatja a miik6dést.

A feladat soran — csaklgy, mint a regresszids esetben — be kell allitani az SVM osztalyozo
hiperparamétereit. Ennek egyik modja lenne, hogy (1) ugyanigy, mint eddig, kézzel probalja meg
behangolni a megfelelé paramétereket. Ez azonban lassu, nehézkes, valamint nemigen lehet — nagyon
nehézkes — megfeleléen pontosan meghatdrozni az optimalis beéllitast. Egy masik mddszer (2) a
keresztkiértékelés (cross validation). Ebben az utobbi esetben késziteni kell egy ciklust, ami
folyamatosan valtoztatja a hiperparaméterek értékét egy-egy tartomanyon, majd rendre elvégzi a
modellezést (azaz felépiti az SVM-et), ellendrzi az adott modell eredményét, s megjegyzi hibat. A
ciklus lefutatasa utan a legkisebb hibat eredményez6 hiperparaméter-kombinéaciot kell kivalasztani. Az
eredmény tovabb pontosithatd, ha az optimalizalt hiperparaméterek sziikebb kornyezetében ismét
elvégziink egy keresést.

Amikor nem all rendelkezésre egy ellendrzé mintakészlet, a gyakorlatban a tanitdmintakat osztjak fel
két részre, hogy a tanitashoz és az ellenérzéshez (hiba kiszamitasahoz) is legyen egy-egy allomany. A
kiadott implementacio

* atanitashoz 2 f4jlt hasznal (pl. pl usszl. t xt,ésm nusz1.t xt),

* a validalashoz pedig 1-et (pl. m nusz1l plusszl.txt), ami mar mindkét osztalybol
tartalmaz mintakat.

Az osztalyokat reprezentald mintafajlokat célszerli gy szétszedni, hogy a mintdk egy része tanitod
allomany (pl. 80 db), egy masik része pedig teszt adlloméany (20 db) legyen. Ez azért fontos, mert
alapértelmezésben kiadott két, egyenként 100 mintat tartalmazo tanitd, illetve az egyesitett, 200
mintat tartalmazd ellen6érzd allomany tartalma azonos, azaz ezzel futtatva tulajdonképpen csak a
tanitopontokban ellenériznénk a mikodést. Megjegyzés: ennek eredményeképp a modellnek nem lenne
dltalanosito képessége, azaz nem miikodne jol olyan mintdkra, amiket még nem ldtott (pl. a
kameraképre).

A mintaként kiadott dllomanyokat tehat at kell atszerkeszteni ugy, hogy a tesztelésnél eddig nem latott
mintakra tesztelje a modellt. Ezt legegyszertibben ugy tehetjiik meg, hogy az allomanyokat Excel-ben
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megnyitjuk. Itt az egyes mintadkhoz az Excel tdblazat egyes sorai tartoznak majd. A sorok megfeleld
torlésével, és atrendezésével konnyl a kivant tanito €s teszt allomanyokat eldallitani. Arra viszont oda
kell figyelni (FONTOS!!!), hogy mindkét mintatipus (a +1-el, és a —1-el cimkézett osztalyok) esetére
is el kell végezni a tanito/teszt szétvalasztast.

Végiil, az eredményiil kapott kimeneti fajl (out put.t xt) alapjan megkeresheté a hibasan
osztalyozott bemeneti minta(dk) képe is. Ez a f4jl gyakorlatilag ugyanolyan, mint regresszios esetben,
csak itt most a kimeneti értékek nem fiiggvényértékek, hanem osztalycimkék (+1, —1).

Az elobbi feladatok elvégzését kovetden a kameras teszteléshez készitsen sajatkeziileg rajzolt képet, és
ezt a kamera elé tartva tesztelje a mikodést.

1. Készitse el a +/— osztalyozasra képes Cl assi fi er Agent agenst. A WebcamAgent agens
segitségével tesztelje néhany (5-10) sajat mintara, és dokumentdlja a mukddés helyességét
(hibas osztalyozasok szamat, stb).

Amennyiben maradt még ideje, szorgalmi feladatként oldja meg a kovetkezot (legfeljebb +1 jegy):

2. Készitse el a vidam/szomoru smiley-t osztilyozé Cl assifier Agent agenst. A
WebcamAgent agens segitségével tesztelje néhany (5-10) sajat mintara és dokumentalja a
miikodés helyességét (hibas osztalyozasok szamat, stb).




Tanulé agensek Készitette: Valyon Jozsef (jvalvon(@mit.bme.hu)

5 Irodalomjegyzék

[1]
[2]
[3]
[4]

[3]

[6]

[7]

Altrichter Marta, Horvath Gébor, Pataki Béla, Strausz Gyorgy, Takacs Géabor, Valyon Jozsef,
»~Neurdlis halozatok”, Panem, 2006. (6. fejezet)

S. Haykin. "Neural networks. A comprehensive foundation", Prentice Hall, N. J. , 1999.

V. Vapnik. "The Nature of Statistical Learning Theory", New—York: Springer—Verlag , 1995.
E. Osuna, R. Freund & F. Girosi. “Support vector machines: Training and applications”,
Technical Report AIM-1602, MIT A.L Lab. , 1996.

C. J. C. Burges & B. Scholkopf. “Improving the accuracy and speed of support vector learning
machines” In M. Mozer, M. Jordan, and T. Petsche, editors, Advances in Neural Information
Processing Systems 9, pp. 375-381, Cambridge, MA, MIT Press, 1997.

E. Osuna, R. Freund & F. Girosi. “An improved training algorithm for support vector
machines” In J. Principe, L. Gile, N. Morgan, and E. Wilson, editors, Neural Networks for
Signal Processing VII — - — Proceedings of the 1997 IEEE Workshop, pages 276285, New
York. IEEE, 1997.

Thorsten Joachims. “Making Large—Scale SVM Learning Practical”, Advances in Kernel
Methods—Support Vector Learning’, MIT Press, Cambridge, USA, 1998.




