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Bayes-hálók tanulása, oksági modellezés



Bayes-tanulás

D adatok, H1, H2,... hipotézisek, ismeretlen X predikciója
- minden egyes Hi az X egy teljes eloszlását specifikálja
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Teljes Bayes tanulás: P(Hi | D) kiszámítása az összes Hi-re. 

A legtöbb esetben kezelhetetlen, de nincs jobb módja az optimalis predikció
készítésnek.
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A legelterjedtebb közelítés - a legvalószínűbb hipotézis:  max P(Hi | D) 

P(HMAP | D) ≈ 1,      P(Hmás | D) ≈ 0

Teljes bayesi tanulás közelítése
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Maximum a posteriori (MAP) hipotézis melletti predikció:

A probléma a HMAP megtalálása. 

MAP hipotézis:
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Maximálizálás: ‚probléma’ az ‚a priori’ valószínűség

- ‚a priori’ valószínűségeket rendelünk az egyes 
hipotézisekhez, összegük 1

- bizonyos esetekben: egyenletes ‚a priori’ eloszlás

- =tudás hiánya, mert nincs belátásunk arra, melyik a jobb 

max
i
P(Hi | D) = max

i
P(D| Hi )

- ekkor csak a likelihood nagysága számít, ezért
maximum likelihood (ML) hipotézisnek nevezzük a 
legnagyobb valószínűségű hipotézist.

MAP és ML tanulás
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Bayesian Model Averaging example

Russel&Norvig: Artificial intelligence



Az egyes modellek predikciójának a 

posteriori valószínűsége

Russel&Norvig: Artificial intelligence



A bayesi módon átlagolt modell predikciójának

a posteriori valószínűsége

Russel&Norvig: Artificial intelligence
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Maximum likelood model selection
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� Irányított aciklikus gráfok n csomópontra: DAG(n)

� Csomópontok/változók sorrendezése: ≺

� Szülői halmazok száma: Π

� Kardinalitás (számosság): 

Struktúratanulás



� Tétel: Legyen V a változók egy halmaza, melynek 
együttes valószínűségeloszlása p(V). Tegyük fel, hogy 
létezik egy orákulum, amely O(1) időben 
megválaszolja, hogy egy függetlenségi állítás igaz p-
ben.
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� Ekkor annak eldöntése az orákulum segítségével, 
hogy létezik-e vagy sem egy olyan nem minimális 
Bayes-háló, ami reprezentálja p-t kisebb vagy 
egyenlő, mint s éllel, NP-nehéz

= Megfelelő Bayes-háló megtalálása a megfigyelési 
adatokhoz NP-nehéz

Bayes-háló struktúratanulása NP-nehéz



� Tétel: Legyen V a változók egy halmaza DN a teljes 

adathalmaz S(G,DN) egy pontszámfüggvény (scoring

function) és c egy valós szám.

� Ekkor annak eldöntése, hogy  létezik-e egy V változók 

felett definiált G0 Bayes-háló, amelynél minden 

csomópont legfeljebb 1<k szülővel rendelkezik, úgy 

hogy � ≤ � ��, �� , az NP-nehéz

= A legjobb illeszkedési pontszámú Bayes-háló

megtalálása NP-nehéz

Bayes-háló struktúratanulása NP-nehéz



� Bayes-háló = feltételes függetlenségek (függőségek) 

térképe

� A kérdés: egy adott struktúrából milyen feltételes 

függetlenségeket/függőségeket lehet kiolvasni?

� A válasz: d-szeparációs szabályok szerint

� Directed separation ~ d-elválasztás

Bayes-háló - függőségek



� Jelölje IG(X,Y|Z) hogy X d-szeparált Y-tól feltéve Z-t

a G irányított gráfban.

Bayes-háló: D-szeparáció



D-szeparáció – globális Markov-feltétel



� A P eloszlás M függetlenségi térképe (modellje) az 

érvényes feltételes függetlenségeket jelölő tripletek

halmaza:

MP={IP,1(X1,Y1|Z1),..., IP,k(Xk,Yk|Zk)}

� Ha P(X,Y,Z) egy Markov-lánc, akkor 

MP={D(X,Y), D(Y,Z), I(X,Z|Y), és D(X,Z)*}, 

� ahol D(…) = ┐I(..)

*normális esetben D(X,Z), kivételesen lehet I(X,Z)

Feltételes függetlenségi modell

X Y Z



� Ha P(X,Y,Z) egy naiv Bayes-háló (NBN), akkor 

MP={D(X,Y), D(Y,Z), I(X,Z|Y), és D(X,Z)*}, 

� ahol D(…) = ┐I(..)

*normális esetben D(X,Z), kivételesen lehet I(X,Z)

Feltételes függetlenségi modell - NBN

X

Y

Z



� Ha P(X,Y,Z) egy V-struktúra, akkor 

MP={D(X,Y), D(Y,Z), I(X,Z), és D(X,Z|Y)}, 

Feltételes függetlenségi modell – V-struktúra

X

Y

Z



Feltételes függőségeket/függetlenségeket 

kódoló tripletek

X Y Z

p(X),p(Y|X),p(Z|Y)

X Y Z

p(X|Y),p(Y|Z),p(Z)

X Y Z

p(X|Y),p(Y),p(Z|Y)

“tranzitív” M ≠ „intranzitív” M
X

Z
Y

p(X),p(Z|X,Y),p(Y)

„V-struktúra”

MP={D(X,Z), D(Z,Y), D(X,Y), I(X,Y|Z)}

Gyakran: a jelenlegi állapot (tudás) ismerete a jövőbeli állapotokat feltételesen 
függetlenné teszi a korábbiaktól



Függetlenségek reprezentálása



Oksági modellek megfigyelési ekvivalenciája

P(X1,..., Xn) 

Passzív megfigyelések:

MP={IP,1(X1;Y1|Z1),..., IP,K(XK;YK|ZK)}

� Különböző oksági modelleknek lehet ugyanaz a függetlenségi térképe
� Jellemzően az oksági modelleket nem lehet tökéletesen megtanulni/meghatározni

kizárólag passzív megfigyelési adatokból
� Ezek egy része megfigyelés-ekvivalens

J.Pearl:
~„3D objects”

Oksági modellek:

„2D projection”



Markov-lánc, mint oksági modell

Oksági modell:

X1 X2 X3 X4 X4X3X2X1

Időbeliség meghatározható?

MP={I(Xi+1,Xi-1|Xi)} 

P(X1,...) 

„elsőrendű Markov-tulajdonság”



Megfigyelési ekvivalencia – V-struktúrák



Reichenbach közös ok elve
Reichenbach's Common Cause Principle:
A korreláció X és Y esemény között azt jelenti, hogy vagy X okozza Y-t, vagy Y okozza X-et, vagy X

és Y –nak közös oka van.

X Y X Y
X

*

Y X

*

Y

*...

...

X okozza Y-t Y okozza X-et

Egy ok-okozati kapcsolatot 
„zavarnak” más hatások

X YMP={D(X;Y)} 

P(X,Y) 
Passzív megfigyelésekből:

„X és Y asszociált”

Van egy közös ok 
(pure confounding)



Kényszeralapú Bayes-háló tanulás



Lokális oksági felfedezés (LCD)
� Lehet-e oksági kapcsolatokat tanulni megfigyelési adatokból zavaró változók 

jelenlétében?

E

X

Y

*

?

???

Smoking

Lung cancer

� Automatizált, „tabula rasa” oksági kapcsolatok feltárása (passzív) 
megfigyelésekből lehetséges, vagyis zavaró változók kizárhatók

Smoking

Lung cancer

A genetic

polymorphism*

Increased susceptibility

Increased propensity


